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Úvod

▶ Lineárna regresia { základný algoritmus strojového uèenia,
jednoducho analyzuje na¹e údaje pomocou prelo¾enej
nadroviny s najmen¹ou chybou.

▶ Uvidíme lineárnu regresiu z inej perspektívy, a síce z hµadiska
pravdepodobnosti, najmä pomocou odhadu maximálnej
dôveryhodnosti - Maximum Likelihood (ML).

▶ Budeme explicitne modelova» ¹um (chyby medzi modelom a
pozorovaniami) v dátach pomocou náhodnej premennej.



Pripomenutie lineárnej regresie
Sú dané dáta { dvojice vstupných a výstupných hodnôt
(x1, t1), (x2, t2), . . . , (xN , tN). Chyba modelu pre jednu dvojicu je

Ei (ti ; f (xi ; k , q)) = (ti − f (xi ; k, q))
2 (1)

Pre v¹etky dvojice budeme pou¾íva» kvadratickú chybovú funkciu

E =
1
N

N∑
i=1

Ei (ti ; f (xi ; k, q)) (2)

Najlep¹í modelom je taký, pre ktorý je chyba (2) najmen¹ia.



Pripomenutie lineárnej regresie
Úpravami dostaneme výrazy pre k a q

k =
xt − xt

x2 − x2
, q = t − kx , (3)

x , t, xt, x2, x2 sú priemery.

Výpoètom druhej derivácie sa presvedèíme, ¾e ide o minimum.

Ak polo¾íme w0 = q,w1 = k, xn = [1, xn]T , model vyjadríme

f (xn;w) = wT xn (4)



Rekordy v skoku do diaµky mu¾ov

Obr.: Rekord 9 metrov bol oèakávaný v roku 2008



Iný príklad - beh mu¾ov na 100m, olympijské èasy

Obr.: Graf èasov behu mu¾ov, f (x ;w0,w1) = 36.416− 0.013x



Chyby ako ¹um

▶ Pri vytváraní lineárneho modelu sme predpokladali lineárny
vz»ah medzi nezávislými premennými a závislou premennou.

▶ Tento model zachytáva v¹eobecný trend v dátach, ale ignoruje
to, ¾e v niektorých bodoch sa dopú¹»a veµkej chyby.

▶ Z hµadiska modelu je »a¾ké tieto chyby obháji». Vieme, ¾e
chyby v dátach budú, ale mali by sme ich pri tvorbe modelu
zohµadni».

▶ Je mo¾né s modelom experimentova», modi�kova» jeho
parametre, ale je tu e¹te iný prístup.



Chyby ako ¹um
Niektoré vlastnosti chýb (majme na mysli ná¹ príklad rekordov):
▶ Chyby sú rôzne v ka¾dom roku (bode x). Niekedy sú

pozitívne, niekedy negatívne a majú rôzne hodnoty.
▶ Nie je ¾iadny vz»ah medzi veµkos»ou chýb v rokoch (bodoch

x). Chyby nie sú funkciou roka (bodu x).
▶ Nájdený model sa dá dosiahnu» aj iným datasetom.

Budeme pova¾ova» ná¹ modelovací problém za generatívny, to
znamená, ¾e mô¾eme vytvára» model, ktorý bude pou¾itý na
vytvorenie (generovanie) podobného datasetu.



Chyby ako ¹um
▶ Pou¾ijeme náhodnú premennú ϵn v ka¾dom bode a ná¹ model

teraz bude vyzera»:

tn = wT xn + ϵn (5)

▶ Na doplnenie de�nície modelu potrebujeme rozhodnú» o
pravdepodobnostnom rozdelení premennej ϵn.

▶ ϵn je spojitá náhodná premenná.
Rozdiel medzi modelom a konkrétnymi då¾kami skokov je
spojitá velièina (model je spojitý, medzi skokmi . . . ).



Chyby ako ¹um

▶ Keï pracujeme so spojitými náhodnými premennými,
potrebujeme spojitú analógiu pravdepodobnostného rozdelenia
- funkcia hustoty pravdepodobnostného rozdelenia (probability
density function { pdf) p(x) pre premennú x .

▶ Vypoèíta» pravdepodobnos», ¾e X le¾í v intervale
x1 ≤ X ≤ x2, znamená

P(x1 ≤ X ≤ x2) =

∫ x2

x1

p(x)dx



Chyby ako ¹um

Ak náhodná premenná nadobúda hodnoty len v intervale
x1 ≤ X ≤ x2, pravdepodobnos» je rovná 1, teda

∫ x2
x1

p(x)dx = 1

Normálne rozdelenie pre ϵ, t.j.

p(ϵ|µ, σ2) =
1

σ
√
2π

exp(− 1
2σ2

(ϵ− µ)2) (6)

Pou¾ijeme oznaèenie pre ϵ, t. j. N (µ, σ2) = p(ϵ|µ, σ2).
Pre príklad s nastaveniami µ = 0, σ2 = 0.05 dostávame nasledujúci
obrázok



Vykreslenie pravdepodobnosti chyby
p(ϵ) = N (µ, σ2) = 1√

2∗0.05∗π exp(−
1

2∗0.05ϵ
2) = 1√

0.314
exp(−10 ∗ ϵ2)

Generovaním mo¾nej chyby dostaneme realistickej¹í dataset.



Generované dáta so ¹umom - èas behu mu¾ov
noise var = 0.01;
noisy t = model t + randn(size(model t)).*sqrt(noise var);



Chyby ako ¹um

Ná¹ model teraz pozostáva z dvoch komponentov v ka¾dom bode:
▶ deterministický komponent (wT xi), ktorý sa nazýva trend

alebo drift,
▶ náhodný komponent (ϵi ), ktorý sa nazýva ¹um.



Chyby ako ¹um
▶ Tie¾ si uvedomíme, ¾e nemáme jedinu náhodnú premennú, ale

máme pre ka¾dé xi jednu.
▶ Mô¾eme predpoklada», ¾e tieto hodnoty sú nezávislé. A teda

pre pravdepodobnos» platí

p(ϵ1, . . . , ϵN) = ΠN
i=1p(ϵi ) (7)

▶ Pripomíname, ¾e rozdiel medzi modelom a då¾kami skokov je
predpokladaná spojitá velièina. Preto ϵi je je spojitá náhodná
premenná.



Dôveryhodnos» (hodnovernos»)
▶ Ná¹ model je teraz v nasledujúcom tvare

ti = f (xi ;w) + ϵi , ϵi ∼ N (0, σ2) (8)

▶ Hµadáme optimálnu hodnotu pre w, ktorú oznaèíme ŵ.
▶ V regresnom modeli strata bola meraná pomocou rozdielu

pozorovanej hodnoty a hodnoty, ktorú predikoval model.
▶ Efekt pridania náhodnej premennej do modelu je, ¾e výstup

modelu, t, je teraz tie¾ náhodná premenná. Inak povedané
neexistuje len jedna hodnota ti pre partikulárne xi . Teda nie je
mo¾né pou¾i» len stratu pre optimalizáciu w a σ2.



Dôveryhodnos» (hodnovernos»)

Poznámka: Pridanie kon¹tanty (wT xi ) do Gaussovej náhodnej
premennej je ekvivalentné inej Gaussovej náhodnej premennej s
priemerom posunutým o uvedenú kon¹tantu:

y = a+ z , p(z) = N (m, s), p(y) = N (m + a, s)

Preto náhodná premenná ti má nasledujúcu funkciu rozdelenia

p(ti |xi ,w, σ2) = N (wT xi , σ2) (9)

ti závisí od hodnôt xi a w (urèujú priemer) a od σ2 (varianciu).



Dôveryhodnos» (hodnovernos»)

Aby sme videli, ako mô¾eme toto pou¾i» na hµadanie optimálnej
hodnoty w a σ2 v úlohe Beh na 100 m, vyberme jeden rok z
datasetu behov { 1980. Pre tento rok dostaneme

p(tn|xn = [1, 1980]T ,w = [36.416,−0.0133]T , σ2 = 0.05), (10)

pri Gaussovom rozdelení µ = 36.416− 0.0133 ∗ 1980 = 10.02 a
σ2 = 0.05



Obr.: Graf pre 1980, x-ová os t, y-ová os p(t|x), µ = 10.02 a σ2 = 0.05



Dôveryhodnos» (hodnovernos»)

Pripomeòme, ¾e pre spojitú premennú t, p(t) nemô¾e by»
interpretovaná ako pravdepodobnos». Preèo?
Vý¹ka krivky v partikulárnej hodnote t mô¾e by» interpretovaná
nasledovne:

Hodnovernos» (dôveryhodnos») mo¾nej hodnoty t pre daný
rok x = 1980.
Najhodnovernej¹ia hodnota v roku 1980 by bola 10.02 sekúnd (pre
Gaussovo rozdelenie najhodnovernej¹í - najvy¹¹í bod zodpovedá
priemeru). Na obrázku máme 3 príklady èasov - A, B, C. Z nich B
je najhodnovernej¹í, a C najmenej hodnoverný.



Dôveryhodnos» (hodnovernos»)

Obr.: Graf pre 1980, x-ová os t, y-ová os p(t|x), µ = 10.02



Dôveryhodnos» (hodnovernos»)

▶ Skutoèný nameraný èas v roku 1980 je C (10.25 sekúnd).
p(ti |xi ,w, σ2) vyhodnotené v bode ti = 10.25 je dôle¾itá
velièina, ktorá je známa ako dôveryhodnos» (hodnovernos»)
i-tého dátového bodu.

▶ Nemô¾eme zmeni» tn = 10.25 (máme to v dátach), ale
mô¾eme zmeni» w a σ2 a skú¹a», posúva» a hµada» èo
najväè¹iu dôveryhodnos».

▶ Idea hµadania parametrov, ktoré maximalizujú dôveryhodnos»
týmto spôsobom, je kµúèový koncept v strojovom uèení.



Hodnovernos» datasetu

Musíme uva¾ova» o celom datasete (nestaèí jeden bod).
Oznaème

X = [xT1 x
T
2 . . . xTN ]

T , t = [t1t2 . . . tN ]
T (11)

X =


1 x1
1 x2
...

...
1 xN





Hodnovernos» datasetu
▶ V skutoènosti sa nezaujímame o dôveryhodnos» jedného

dátového bodu ale o dôveryhodnos» celého datasetu.
▶ Keï máme N bodov zaujíma nás podmienená

pravdepodobnos»

p(t1, . . . , tN |x1, . . . , xN ,w, σ2) = p(t|X,w, σ2).

▶ Vyhodnotenie tejto pravdepodobnosti (hustoty) v
pozorovaných dátových bodoch dáva jednu hodnotu
dôveryhodnosti pre celý dataset, ktorú mô¾eme
optimalizova» zmenou parametrov w a σ2.



Hodnovernos» datasetu

▶ Predpoklad, ¾e ¹um v ka¾dom dátovom bode je nezávislý,
(p(ϵ1, . . . , ϵN) = Πnp(ϵn)), nám umo¾òuje pou¾i» zaujímavé
odvodenia.

▶ Táto spojená (joint) podmienená pravdepodobnos» (hustota)
mô¾e by» rozdelená do N separatných výrazov, jeden pre
ka¾dý dátový objekt:

L = p(t|X,w, σ2) = ΠN
i=1p(ti |xi ,w, σ2) = ΠN

i=1N (wT xi , σ2) (12)



Hodnovernos» datasetu
▶ Pripomíname, ¾e ti hodnoty sú navzájom úplne nezávisle v

na¹ich úvahách.
▶ Ale sú v podstate v èase klesajúce, a teda ponúkajú jasnú

¹tatistickú závislos». Bez toho by sme nemohli vytvára» model.
▶ V skutoènosti sú ale podmienene nezávislé { k daným

hodnotám w (deterministická èas» modelu) ti sú nezávislé;
inak nie sú celkom nezávislé.

▶ Predstavme si, ¾e nám chýbajú dáta z jedného roku, napríklad
1960. Ostatné roky sú v poriadku. X, t neobsahujú údaje o
roku 1960.



Hodnovernos» datasetu
Z daných dát by sme chceli vedie» nieèo o roku 1960. Teda nás
zaujíma p(t1960|x1960,X, t)
Z de�nície podmienenej pravdepodobnosti dostaneme

p(t1960|x1960,X, t) =
p(t1960, t|x1960,X)

p(t|X)

Za prepokladu, ¾e t sú nezávislé, t1960 závisí len od x1960:

p(t1960|x1960,X, t) =
p(t1960|x1960)Πip(ti |xi )

Πip(ti |xi )
= p(t1960|x1960)



Hodnovernos» datasetu
▶ Pre ná¹ model toto nie je pou¾iteµné, t1960 musí by» v

nejakom zmysle závisle od ostatných dát. Táto závislos» je
obsiahnutá v parametroch w.

▶ Ak poznáme w, tak v¹etko, èo máme, sú chyby medzi
pozorovanými dátami a wT xi .

▶ Predpokladáme, ¾e tieto chyby sú celkom nezávislé. Vzhµadom
na w pozorovania sú nezávislé (vo w je obsiahnutá závislos»).

▶ Bez modelu pozorovania nie sú nezávislé, ale keï berieme do
úvahy model (w), preto¾e je tu aj chyba, pozorovania berieme
ako nezávislé.



Maximálna dôveryhodnos» datasetu
Hµadáme parametre modelu, ktoré urobia ná¹ model
najdôveryhodnej¹í. Z analytických dôvodov budeme maximalizova»
prirodzený logaritmus dôveryhodnosti L (12) (logaritmus je rastúca
funkcia a teda je to mo¾né urobi»).

log L = ΣN
i=1 log

(
1√
2πσ2

exp{− 1
2σ2

(ti − f (xi ;w))2}
)

=
N∑
i=1

(
−1
2
log(2π)− log σ − 1

2σ2
(ti − f (xi ;w))2

)



Maximálna dôveryhodnos»

= −N

2
log 2π − N log σ − 1

2σ2
ΣN
i=1(ti − f (xi ;w))2

Substitúciou f (xi ;w) = wT xi dostaneme

log L = −N

2
log 2π − N log σ − 1

2σ2
ΣN
i=1(ti − wT xi )2 (13)

Parciálne derivácie podµa w

∂ log L

∂w
=

1
σ2

ΣN
i=1xi (ti − wT xi ) =

1
σ2

ΣN
i=1

(
xi ti − xixTi w

)
= 0



Maximálna dôveryhodnos»
V maticovom tvare dostávame

∂ log L

∂w
=

1
σ2

(XT t− XTXw) = 0

Rie¹ením tejto rovnice je

w = (XTX)−1XT t (14)

Teda maximálna dôveryhodnos» (z hµadiska w) je pre

ŵ = (XTX)−1XT t (15)



Maximálna dôveryhodnos»
Pre σ2 dostávame

∂ log L

∂σ
= −N

σ
+

1
σ3

ΣN
i=1(ti − xTi ŵ)

2 = 0 (16)

σ̂2 =
1
N
ΣN
i=1(ti − xTi ŵ)

2 (17)

Tento výraz je perfektný - variancia je jednoducho priemer
kvadratickej chyby. Platí

ΣN
i=1(ti − xTi ŵ)

2 = (t− Xŵ)T (t− Xŵ)



Maximálna dôveryhodnos»
V maticovom oznaèení dostávame

σ̂2 =
1
N
(t− Xŵ)T (t− Xŵ) (18)

=
1
N
(tT t− tTXŵ − ŵTXT t+ ŵTXTXŵ)

Toto zjednodu¹íme substitúciou ŵT = tTX(XTX)−1

=
1
N
(tT t− tTXŵ − ŵTXT t+ tTX(XTX)−1XTXŵ)



Maximálna dôveryhodnos»

=
1
N
(tT t− tTXŵ − ŵTXT t+ tTXŵ)

=
1
N
(tT t− tTXŵ − ŵTXT t+ (ŵTXT t)T )

Matica ŵTXT t je typu 1x1, preto jej transponovaná matica je
rovnaká.
ŵT je typu 1x2, XT je typu 2xN, súèin je typu 1xN. t je typu Nx1.
Súèin je typu 1x1.
Dostaneme

σ̂2 =
1
N
(tT t− tTXŵ) (19)



Maximálna dôveryhodnos»

Pre rekordy v behu dostávame

ŵ = [36.4165,−0.0133]T , σ̂2 = 0.0503

ŵ je to to isté ako pri pri lineánej regresii, σ̂2 predstavuje zmenenú
hodnotu Gaussovho rozdelenia { ¹um, ktorý sme predpokladali v
dátach.



Charakteristika rie¹enia maximálnej dôveryhodnosti
Aby sme dokázali, ¾e je to maximum, mali by sme vypoèíta» druhé
derivácie. Vo vektorovom tvare dostaneme

∂2 log L

∂w∂wT
= − 1

σ2
XTX (20)

¥avá strana predstavuje maticu v¹etkých druhých derivácií funkcie
log L, ktorú nazývame Hessian.
Teda rie¹enie bude maximom, ak táto matica bude negatívne
de�nitná.
Matica H je negatívne de�nitná, ak platí xTHx < 0 pre v¹etky
reálne vektory x.



Charakteristika rie¹enia maximálnej dôveryhodnosti
To znamená, ¾e potrebujeme dokáza», ¾e

− 1
σ2

zTXTXz < 0, po úprave zTXTXz > 0

pre µubovoµný reálny vektor zT = [z1, z2].
Ak

X =


1 x1
1 x2
...

...
1 xN





Charakteristika rie¹enia maximálnej dôveryhodnosti

XTX =

(
N

∑N
i=1

xi∑N
i=1

xi
∑N

i=1
x2i

)

zTXTXz = [Nz1 + z2

N∑
i=1

xi , z1

N∑
i=1

xi + z2

N∑
i=1

x2i ]z =

= [Nz21 + 2z1z2
N∑
i=1

xi + z22

N∑
i=1

x2i ]

Potrebujeme dokáza», ¾e Nz2
1
+ z2

2

∑N
i=1

x2i > 2z1z2
∑N

i=1
xi



Charakteristika rie¹enia maximálnej dôveryhodnosti

Polo¾íme yi = z2xi , dostaneme

Nz21 +
N∑
i=1

y2i > 2z1
N∑
i=1

yi

N∑
i=1

(z21 + y2i − 2z1yi ) =
N∑
i=1

(z1 − yi )
2 =

N∑
i=1

(z1 − z2xi )
2 > 0



Charakteristika rie¹enia maximálnej dôveryhodnosti

Aby sme ukázali, ¾e ná¹ výraz pre σ̂2 zodpovedá maximálnej
dôveryhodnosti, potrebujeme vypoèíta» druhú deriváciu vzhµadom
na σ

∂2log L

∂σ2
=

N

σ2
− 3

σ4
(t− Xŵ)T (t− Xŵ)

∂2log L

∂σ2
=

N

σ̂2
− 3

σ̂2
2
Nσ̂2 = −2N

σ̂2
< 0

èo zodpovedá maximu.



Charakteristika rie¹enia maximálnej dôveryhodnosti

Aby sme dokázali, ¾e je to maximum, mali by sme vypoèíta» druhú
deriváciu vo vypoèítanom bode pre σ̂2. Hodnota log L v maxime je

log L = −N

2
log 2π − N log σ̂2 − 1

2σ̂2
Nσ̂2 (21)

= −N

2
(1+ log 2π)− N

2
log σ̂2

L bude rás», keï σ̂2 bude klesa». Toto ale ovplyní w, teda
deterministický model (výber komplikovanej¹ieho modelu).



Èo sme ukázali?

▶ Uva¾ovali sme, ¾e v dátach je ¹um (chyby merania),
▶ Za predpokladu, ¾e chyby majú Gaussovo rozdelenie

pravdepodobnosti, sme ukázali, ¾e vieme vypoèíta»
dôveryhodns», ktorá popisuje ako dôveryhodné sú na¹e dáta
ako funkciu parametrov ná¹ho modelu,



Vplyv ¹umu na odhad parametrov

Chceme ukáza» bene�ty modelovania ¹umu:
▶ schopnos» kvanti�kova» neurèitos» v parametroch, a
▶ schopnos» vyjadri» neurèitosti v na¹ich predikciách.

Máme odvodené
ŵ = (XTX)−1XT t (22)

σ̂2 =
1
N
(tT t− tTXŵ) (23)



Vplyv ¹umu na odhad parametrov

Uva¾ujme
tn = w0 + w1xn + ϵn, ϵn ∼ N (0, σ2) (24)

Predpokladajme, ¾e w0 = −2,w1 = 3, hustota variancie σ2 = 0.52.
Vieme generova» mno¾stvo syntetických datasetov. Pre ka¾dý
dataset vieme vypoèíta» ŵ.

Zaujíma nás variabilita w0,w1.



Vplyv ¹umu na odhad parametrov

Obr.: Variabilita w pre 10000 datasetov vygenerovaných modelom (24)



Vplyv ¹umu na odhad parametrov

Obr.: Pôvodný model èierny, ïal¹ie vygenerované modely sivé.



Úlohy:

1. Predpokladajme, ¾e dataset N binárnych hodnôt x1, . . . , xN
bol generovaný Bernoulliho rozdelením. Vypoèítajte odhad
maximálnej dôveryhodnosti pre Bernoulliho parameter.
Bernoulliho rozdelenie: P(X = x) = qx(1− q)1−x

2. Analyzujte skoky do diaµky u ¾ien pou¾itím ¹umu. Vygenerujte
podobnú tréningovú vzorku.

3. Nasledujúci výraz vyjadruje vá¾enú priemernú stratovú funkciu
lineárneho modelu, v ktorom αi sú kon¹tanty

L =
1
N
ΣN
i−1αi (ti − wT xi )2

Odvoïte optimálne hodnoty parametrov ŵ pri klasickej chybe.
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