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Ako chápeme pojem uèenie sa (learning)

Uèenie sa je proces, v ktorom sa doplòajú u¾ nauèené znalosti a
získavajú nové znalosti.
Zaradenie predchádzajúcich znalostí ovplyvòuje proces uèenia a je
nevyhnutné pre úspech postupov (algoritmov) uèenia sa. Zhruba
povedané:

▶ èím silnej¹ie sú predchádzajúce vedomosti (alebo predchádzajúce
predpoklady), s ktorými sa zaèína proces uèenia, tým µah¹ie sa uèí z
ïal¹ích príkladov,

▶ èím silnej¹ie sú predchádzajúce predpoklady, tým je uèenie menej
exibilné - je a priori viazané k týmto predpokladom.



Opakovanie

▶ Konceptový priestor, C - domáce zvieratá (DZ)
▶ Abeceda Σ - popis prvkov patriacich do konceptu, {0, 1}
▶ Atribúty konceptu - 4 nohy, rohy, nos, u¹i, oèi, ústa, chvost,

¾erie, pije; poèet atribútov n;
▶ Príkladový priestor - koza=(1,0,1,1,1,1,0,1,1),

pes=((1,0,1,1,0,1,0,1,1);
▶ Tréningová vzorka s - ((1,0,1,1,1,1,0,1,1),1),

((1,0,1,1,1,1,0,0,0),0), . . .; då¾ka tréningovej vzorky m;
▶ Hypotézový priestor, H - napríklad Booleovské funkcie



Opakovanie

▶ Uèiaci algoritmus pre (C, H) - akceptuje tréningové vzorky pre
koncepty v C a výstupmi sú hypotézy v H.

▶ Hypotéza h ∈ H je konzistentná s tréningovou vzorkou s alebo
súhlasí s s, ak h(xi ) = bi , pre 1 ≤ i ≤ m.

▶ Uèiaci algoritmus L je konzistentný - ak ka¾dá hypotéza L(s)
je konzistentná s tréningovou vzorkou s

▶ Uèenie monoèlenov (monomials)



Uèenie disjunkcií

Uèenie disjunkcií malých monoèlenov, Valiant, 1984

Konjunktívna a disjunktívna normálna forma - KNF a DNF
Disjunktívna normálna forma (DNF)

µ1 ∨ µ2 ∨ · · · ∨ µn

kde µi je monoèlen, 1 ≤ i ≤ n.
Konjuktívna normálna forma (KNF)

γ1 ∧ γ2 ∧ · · · ∧ γn

kde γi je, 1 ≤ i ≤ n je klauzula, t.j. disjunkcia literálov.



Uèenie disjunkcií

Oznaèenie:

▶ Mn-mno¾ina monoèlenov nad {0, 1}n,
▶ Mn,k -mno¾ina monoèlenov nad {0, 1}n, z ktorých ka¾dý má

najviac k literálov,
▶ Dn,k -mno¾ina disjunkcií èlenov z mno¾iny Mn,k .



Uèenie disjunkcií

Algoritmus

begin
h:=disjunkcia v¹etkých monoèlenov dl¾ky najviac k ;
for i:=1 to m do

if (bi = 0) ∧ (h(xi ) = 1) then
vymazat' monoèleny µ, pre ktoré µ(xi ) = 1;

L(s) := h;
end;

Toto uèenie má zjednodu¹ené predpoklady, a síce ¾e konceptový priestor
je ten istý ako hypotézový. V skutoènosti sme uva¾ovali o tom, ¾e ciel'ové
koncepty majú nejaký popis pomocou formúl. Hoci tento predpoklad sa
mô¾e zdat' re¹triktívny, je prirodzený z matematického hµadiska.



Uèenie disjunkcií

Príklad:

Pracujeme s D3,2

Mno¾ina relevantných monoèlenov je:

{u1, u2, u3, u1, u2, u3, u1u2, u1u3, u2u3, u1u2, u1u3,

u2u3, u1u2, u1u3, u2u3, u1u2, u1u3, u2u3}
Máme 5 kladných príkladov a 3 negatívne: 101, 111 a 100.
Cieµový koncept je ⟨u1 ∨ u2u3⟩

Aplikovaním algoritmu dostaneme hypotézu

h = ⟨u1 ∨ u1u2 ∨ u1u3 ∨ u2u3 ∨ u1u2 ∨ u1u3⟩

Po úpravách: h = ⟨u1 ∨ u2u3⟩, teda algoritmus dal iné vyjadrenie tejto funkcie.



Triviálne uèenie - 2 algoritmy

Uèenie pomocou kon¹trukcie:

X je príkladový priestor, X+, X+ ⊆ X mno¾ina kladných príkladov,
t ciel'ový koncept, m je då¾ka tréningovej vzorky,

Metóda uèenia hypotézy h: skon¹truovat' mno¾inu X+ explicitne.
Mô¾me zaèat' s prázdnou mno¾inou kladných príkladov a potom
prechodom cez tréningovú vzorku pridat' ka¾dý pozitívny príklad.
Formálne to mô¾eme vyjadrit' (príklady sú vhodne ulo¾ené),

set h(x) = 0 for all x in X;
for i: = 1 to m do if bi = 1 then set h(xi) = 1;
L(s) = h;

Hypotéza sa nauèí v¹etky príklady tréningovej vzorky správne.



Triviálne uèenie - 2 algoritmy

Uèenie oèíslovaním:

Predpokladáme, ¾e hypotézový priestor H je spoèítateµný a má
explicitné oèíslovanie hypotéz, H = {h(1), h(2), . . .}

Predpokladajme, ¾e s je tréningová vzorka då¾ky m pre cieµový
koncept t.

Metóda: Vyhodnotit' hypotézu pre ka¾dý príklad v s, odmietnut'
hypotézu v¾dy, keï jej ohodnotenie niektorého príkladu nesúhlasí s
jeho daným ohodnotením v tréningovej vzorke.
Po odmietnutí hypotézy je testovaná d'al¹ia hypotéza tým istým
spôsobom. Proces sa zastaví, ked' je nájdená hypotéza, ktorá
vyhovuje v¹etkým príkladom tréningovej vzorky.



Triviálne uèenie - 2 algoritmy

Uèenie oèíslovaním

r - poradové èíslo hypotézy, i - poradové èíslo príkladu vo vzorke

begin
r: = 1, i: = 1;
repeat
if h(r)(xi ) <> bi then
r: = r+ 1; i : = 1

else i: = i + 1;
until i = m + 1;
L (s) : = h(r);

end;

Mno¾ina hypotéz H mô¾e byt' koneèná, a teda mô¾e sa stat', ¾e sa vhodná
hypotéza nenájde. Algoritmus vieme µahko modi�kovat'.



Triviálne uèenie - 2 algoritmy

Poznámky

V praxi sa musíme vyhnút' pou¾ívaniu neprimerane veµkých
hypotézových priestorov.
Napríklad, poèet v¹etkých hypotéz (Booleovských funkcií)
h : {0, 1}n → {0, 1} je 22

n
. Ak n = 10, 22

n
= 21024 = 8256 = 16128

Na to, aby sa táto metóda stala vhodnou metódou uèenia, je
potrebné urobit' urèité obmedzenia na hypotézový priestor H a jeho
vzt'ah k priestoru konceptov C .
Toto vedie k pojmu "induktive bias (nastavenie)".



Triviálne uèenie - 2 algoritmy

Poznámky

Je to predpoklad, ¾e uèiaci sa má nejakú vopred danú ideu o tom,
akú metódu uèenia (klasi�kácie) uèiteµ pou¾íva, t.j. uèiaci vie,
alebo má nejaké informácie o konceptovom priestore.

Najjednoduch¹í spôsob modelovat' taký predpoklad je stanovit'
H = C . Napríklad, pripravi» dáta pre Booleovské funkcie.

V tomto prípade hovoríme o uèiacom algoritme pre H, èo znamená
(H,H). Niekoµko preberaných algoritmov v ïal¹om bude tohto
typu.



Iné algoritmy uèenia Booleovských funkcií

Lineárne prahové jednotky (LPJ)
Algoritmus, ktorý predpokladá lineárnu závislos» od vstupov.

Obr.: Tvar a funkcia lineárnej prahovej jednotky



Iné algoritmy uèenia Booleovských funkcií

Poèet realizovateµných BF pomocou LPJ

n BFn pomocou LPJ Poèet BF celkom
1 4 4
2 14 16
3 104 256
4 1882 65536
5 94572 4.3 ∗ 109
6 15028134 1.8 ∗ 1019



Iné algoritmy uèenia Booleovských funkcií

Úlohy:

1. Napí¹te DNF formuly pre koncepty parita a palindrom na
príkladových priestoroch {0, 1}5.

2. Uved'te príklad bool. funkcie 3 premenných, ktorá nie je D3,2.

3. Diskusia o prahových jednotkách. Nájdite prahovú jednotku
pre tréningovú vzorku: (11,1), (10,0), (01,0), (00,0) a pre
tréningovú vzorku (11,1), (10,0), (01,0), (00,1)

4. Nech Cn = C 1
n je priestor booleovských funkcií na {0, 1}n,

ktoré mô¾u by» reprezentované jedinou klauzulou. Sformulujte
konzistentný uèiaci algoritmus pre Cn, ktorý je duálny ku
¹tandardnému algoritmu pre monoèleny a vyhodno»te jeho
èasovú zlo¾itos».



Èas behu uèiacich algoritmov

Príkladový priestor je {0, 1}n pre nejaké pevné n a hypotézový
priestor je mno¾ina funkcií de�novaných na príkladovom priestore.

Pre ka¾dý z týchto algoritmov parameter n je l'ubovol'ný v zmysle,
¾e algoritmus je de�novaný pre l'ubovol'né n a navy¹e operuje v
podstate tým istým spôsobom pre ka¾dú hodnotu n.

Napríklad, ¹tandartný uèiaci algoritmus pre priestor Mn

monoèlenov je de�novaný celkom v¹eobecne, hoci výpoèet v¾dy
prebieha pre danú konkrétnu hodnotu n.



Èas behu uèiacich algoritmov

Chceme kvanti�kovat' chovanie sa uèiacich algoritmov vzhl'adom na
n, a je obvykle pou¾ívat' nasledujúce de�nície.

De�nícia:

Hovoríme, ¾e zjednotenie hypotézových priestorov H =
⋃

Hn je

odstupòované (graded) príkladmi vel'kosti n, ak Hn oznaèuje

hypotézový priestor de�novaný len na príkladoch z X n.

De�nícia:

Nech je daný uèiaci algoritmus pre H =
⋃
Hn, t. j. L : X ∗ → H,

taký, ¾e ak s je tréningová vzorka pre h ∈ Hn, tak L(s)) ∈ Hn.

Hovoríme, ¾e L podporuje odstupòovanie (grading) priestoru H.



Èas behu uèiacich algoritmov

Uva¾ujme uèiaci algoritmus L pre booleovský hypotézový priestor
H =

⋃
Hn, odstupòovaný vel'kost'ou príkladov.

Vstup do L je tréningová vzorka, ktorá pozostáva z m n-bitových
vektorov spolu s m 1-bitovými oznaèeniami.
Celkový poèet bitov na vstupe je m(n + 1) a bolo by mo¾né pou¾it'
toto jediné èíslo ako mieru vel'kosti vstupu. Av¹ak je výhodné
sledovat' aj m aj n oddelene.

Pou¾ijeme RL(m, n) na oznaèenie najhor¹ieho èasu behu
algoritmu L na tréningovej vzorke m n-bitových príkladov.



Èas behu uèiacich algoritmov

Príklad:

Nech L je uèiaci algoritmus pre monoèleny popísaný vy¹¹ie.

Hypotézový priestor je zjednotenie
⋃
Mn. Hlavný krok algoritmu

vy¾aduje kontrolu ka¾dého bitu u ka¾dého pozitívneho príkladu a

mo¾no vymazanie niektorých literálov.

V najhor¹om prípade, ka¾dý príklad v tréningovej vzorke mô¾e byt'

pozitívny príklad, a tak by sme mali o¹etrit' tento krok m-krát,

ka¾dý krok obsahuje kontrolu n bitov. Iné èasti výpoètu vy¾adujú

porovnatel'ne tol'ko operácií, tak¾e mô¾me hovorit', ¾e èas behu

RL(m, n) je v tomto prípade O(m ∗ n).



Konzistencia tréningovej vzorky

Nech H =
⋃

Hn je hypotézový priestor booleovských funkcií
odstupòovaný príkladmi vel'kosti n. Problém konzistencie
tréningovej vzorky pre H mô¾e byt' vyjadrený nasledovne:

H - KONZISTENCIA:

- In¹tancia: Tréningová vzorka s vyjadrená n-bitovými
ohodnotenými príkladmi.

- Otázka: Existuje hypotéza v Hn konzistentná s s?

Uká¾eme, ¾e v niektorých netriviálnych prípadoch (podmno¾inách
H) je tento problém NP-t'a¾ký.



Konzistencia tréningovej vzorky

Oznaème C k
n konjunkciu k klauzúl (disjunkcií) vytvorených

výberom literálov z n premenných.

Uká¾eme, ¾e pre pevné k ≥ 3, problém konzistencie pre C k =
⋃
C k
n

je NP-t'a¾ký. Teda nie je pravda, ¾e existuje polynomiálny uèiaci
algoritmus pre C k , ktorý produkuje konzistentnú hypotézu.

Dôkaz spoèíva v prevedení problému farbenia grafu s n vrcholmi
pomocou k farieb na tento problém, èo je NP-úplný problém pre
k ≥ 3.



Konzistencia tréningovej vzorky

Problém farbenia grafu: G = (V ,E ), k-farbenie je funkcia
χ : V → {1, 2, . . . , k} s vlastnost'ou: ak ⟨vi , vj⟩ ∈ E , potom
χ(vi ) ̸= χ(vj).

Predpokladajme, ¾e máme G = (V ,E ),V = {1, 2, . . . k}.
Skon¹truujeme tréningovú vzorku s(G ) nasledovne:
Pre ka¾dý vrchol i ∈ V vytvoríme záporný príklad vektor vi , ktorý
má 1 v pozícii i-tej súradnice a 0 inde.
Pre ka¾dú hranu ⟨i , j⟩ ∈ E vezmeme ako pozitívny príklad vektor
vi + vj .



Konzistencia tréningovej vzorky

Príklad:

Obr.: Graf spolu s pripravenou tréningovou vzorkou s(G)



Konzistencia tréningovej vzorky

Veta:

Existuje funkcia h ∈ C k
n , ktorá je konzistentná so vzorkou

s(G ) ⇐⇒ graf G je k-zafarbitel'ný.

⇒
Predpokladajme, ¾e h ∈ C k

n a je konzistentná s tréningovou
vzorkou. Podl'a de�nície h je konjunkcia h = h1 ∧ h2 ∧ . . . hk
klauzúl. Pre ka¾dý vrchol i ∈ V , h(vi ) = 0 a teda musí ex. aspoò 1
klauzula hf , pre ktorú hf (vi ) = 0. Funkcia χ : V → {1, 2, . . . k}
taká, ¾e:

χ(i) = min{f | hf (vi ) = 0}



Konzistencia tréningovej vzorky

Zostáva ukázat', ¾e χ je farbenie grafu G ; inak povedané, ak i a j
sú dva vrcholy, pre ktoré χ(i) = χ(j), potom ⟨i , j⟩ /∈ E .

Predp., ¾e χ(i) = χ(j) = f a teda hf (vi ) = hf (vj) = 0.
Preto¾e hf je klauzula, ka¾dý literál, ktorý sa v nej vyskytuje musí
byt' 0 pri aplikácii na vi a aj na vj . Teraz vi je príklad, ktorý má 1
len v i-tej pozícii, a teda hf (vi ) = 0 implikuje, ¾e len negovaný
literál ui sa mô¾e vyskytnút' v hf . Preto¾e to isté platí pre uj ,
dostávame, ¾e hf obsahuje len niektoré literály uz , pre ktoré
z ̸= i , j . Teda hf (vi + vj) = 0 a h(vi + vj) = 0. Ak by ⟨i , j⟩ bola
hranou v G, potom by platilo h(vi + vj) = 1, preto¾e sme
predpokladali, ¾e h je konzistentná s s(G ). Teda ⟨i , j⟩ nie je hranou
v G a χ je farbenie.



Konzistencia tréningovej vzorky

⇐
Predpokladajme, ¾e je dané farbenie χ : V → {1, 2, . . . , k}. Pre
1 ≤ f ≤ k de�nujme hf ako klauzulu ⟨∨uiχ(i) ̸=f ⟩ a de�nujme
h = h1 ∧ h2 ∧ · · · ∧ hk . Tvrdíme, ¾e h je konzistentná s s(G ).

Najprv, predpokladajme, ¾e pre vrchol i χ(i) = g . Klauzula hg je
de�novaná tak, ¾e obsahuje len tie (nie negované) literály, ktoré
zodpovedajú vrcholom nezafarbeným farbou g , a teda ui sa
nenachádza v hg . Teda hg (vi ) = 0 a h(vi ) = 0.
Nech ⟨i , j⟩ je hrana v G . Pre ka¾dú farbu f aspoò jeden vi alebo vj
nemá farbu f ; oznaème vhodný výber i(f ). Potom hf obsahuje
literál ui(f ), ktorý je 1 na vi + vj . Teda klauzula hf je 1 na vi + vj a
h(vi + vj) = 1, ako sme po¾adovali.



Konzistencia tréningovej vzorky

Poznámky:

▶ Graf s n vrcholmi má najviac n ∗ (n − 1)/2 hrán, a teda då¾ka
tréningovej vzorky je n + n ∗ (n − 1)/2

▶ Ak je då¾ka tréningovej vzorky polynomiálne ohranièená v n,
potom sa jedná o ohranièený problém.

▶ Ukázali sme, ¾e ohranièený tvar problému {
C k -KONSISTENCIA (k-FARBENIA GRAFU), v ktorom m je
O(n2), je NP{»a¾ký.

▶ Ak je ohranièený tvar { C k -KONSISTENCIA NP-»a¾ký
problém, potom aj H-KONSISTENCIA je tie¾ NP-»a¾ká.



Konzistencia tréningovej vzorky

Úlohy:

1. Nech G = (V ,G ) je graph s vrholmi V = {1, 2, 3, 4, 5} a
hranami E = {12, 13, 15, 23, 25, 34, 45}. Vytvorte tréningovú
vzorku s(G ). Nájdite najmen¹iu hodnotu k , pre ktorú existuje
funkcia v C k

5
konzistentná s s(G ). Vyjadrite túto funkciu.

2. Nech Cn = C 1
n je priestor boleovských funkcií na {0, 1}n, ktoré

mô¾u by» reprezentované jedinou klauzulou. Sformulujte
konzistentný uèiaci algoritmus pre Cn, ktorý je duálny ku
¹tandardnému algoritmu pre monoèleny a urète jeho èasovú
zlo¾itos».
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